revista
tecnologia

. €
sociedade

Danilo Covaes Nogarotto
nogarotto.danilo@gmail.com
Universidade Estadual de Campinas

Nathalia Morgana Rissi
rissi.nathalia@gmail.com
Universidade Estadual de Campinas

Simone Andréa Pozza

simone.pozza@ft.unicamp.br
Universidade Estadual de Campinas

Pagina | 275

Revista Tecnologia e Sociedade

ISSN: 1984-3526

https://periodicos.utfpr.edu.br/rts

Um novo método de preenchimento de
dados faltantes aplicado a séries temporais
de concentra¢ao de MP10

RESUMO

O estudo da polui¢do atmosférica, com énfase em material particulado inalavel (MP10), é
necessario, devido ao dano causado a saude da populagdo, além de outros prejuizos. Séries
histdricas, usadas para previsdo de dados, muitas vezes apresentam lacunas devido a varios
fatores, que podem prejudicar a qualidade da previsdo. O objetivo deste estudo foi propor
um novo método de preenchimento de dados faltantes, e apds a imputagdo dos dados,
utilizar um modelo de séries temporais para prever a concentragdo de MP10. Foram
obtidas, no Sistema QUALAR da CETESB, dados de concentragdes didrias de MP10, entre os
anos de 2010 a 2014, referente aos municipios de Campinas, Jundiai e Paulinia, todos do
Estado de S3o Paulo. O método de preenchimento de dados faltantes, proposto neste
trabalho, foi chamado de TDEM (Time-Dependent Effect Method). O método TDEM foi
comparado com dois outros métodos (“média durante o més” e “média durante o ano”) de
preenchimento de dados faltantes, e apresentou os melhores resultados em relagdo aos
Coeficiente de Correlagdo, Erro Quadratico Médio e Desvio Médio Absoluto. Apds o
preenchimento da série, os dados foram analisados com o intuito de prever concentragdes
futuras de MP10. Optou-se por modelos de séries temporais utilizando-se de modelos
ARIMA e SARIMA. Os resultados mais satisfatorios foram obtidos pelo modelo SARIMA,
cujos dados reais ficaram dentro dos limites de previsdao de 95%.

PALAVRAS-CHAVE: Dados faltantes. Metodologia de Box-Jenkins. Material Particulado.
Previsao.
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INTRODUCAO

A caracterizagdo da poluicdo do ar se da pela presenca de pelo menos uma
substancia quimica com concentragdo suficiente para causar danos aos seres vivos
ou em materiais (VALLERO, 2008). Deste modo, é necessario o monitoramento de
poluentes atmosféricos como forma de garantir maior qualidade de vida da
populagdo.

Um dos principais poluentes do ar é o Material Particulado (MP), que consiste
de uma mistura de particulas sélidas e liquidas, capazes de ficar em suspensao,
como, por exemplo, a poeira e a fuligem. As principais fontes de emissdo de MP
sdo os processos industriais, veiculos automotores e a queima da biomassa. O
MP10 sdo as particulas que possuem diametro aerodinamico menor ou igual a 10
pum (ALVES, 2005; VALLERO, 2008; CETESB, 2018) e sao conhecidas como particulas
inaldveis.

A presenca de dados faltantes, em séries temporais de dados, € um problema
frequente em varios campos cientificos, agravando-se na darea de pesquisa
ambiental (XIA et al., 1999; GOMEZ-CARRACEDO et al., 2014; ZAINURI, JEMAIN e
MUDA, 2015). O impacto dos dados faltantes no resultado da analise estatistica
depende do mecanismo que resultou na perda dos mesmos e de como o analista
ird lidar com isso. Assim, é de vital importdncia a busca por critérios adequados
para substituir essas lacunas de dados com valores apropriados (PLAIA e BONDI,
2006).

Métodos de preenchimento de dados faltantes

Gbémez-Carracedo et al. (2014) analisaram uma estagdo de monitoramento de
8 poluentes gasosos na cidade de La Corufia, Espanha, durante os anos de 2006,
2009 e 2010. Cinco métodos de imputacdo de dados foram usados, sendo 4
métodos de preenchimento simples e um método de preenchimento multiplo. O
estudo de Zainuri, Jemain e Muda (2015) abordou formas de diminuir o impacto
desse problema, comparando 6 métodos de preenchimento de dados. Neste caso,
os métodos do algoritmo EM (Expectation Maximization) e o do vizinho mais
préoximo foram os que apresentaram melhores resultados. Junger e Ponce de Leon
(2015) propuseram um novo método de imputacdo de dados faltantes baseado no
algoritmo EM, em que se considera a possibilidade de diversos filtros temporais
como ARIMA (Auto Regressive Integrated Moving Average), Splines (curvas
polinomias de interpolacdo) e GAM (Generalized Aditive Models ou Modelos
Aditivos Generalizados). O método de preenchimento proposto exibiu boa
exatiddo e precisao em diferentes configuracdes em relacdo aos padrdes de
observacgoes faltantes.

O método sugerido por Plaia e Bondi (2006) denominado como SDEM (Site-
Dependent Effect Method), foi aplicado em seus estudos com o objetivo de propor
um novo meio de preenchimento de dados faltantes. Seus dados se baseavam na
concentracdao de MP10 medido a cada 2 h, por 8 estacGes de monitoramento
distribuidas pela area metropolitana de Palermo, Itdlia, durante o ano de 2003. De
modo geral, o método SDEM considera um efeito principal (cujas caracteristicas
sdo similares entre si) e efeitos secundarios, estes relacionados ao efeito principal.
Em Plaia e Bondi (2006), 8 estacGes de monitoramento foram consideradas como
o efeito principal (fator de espaco), pois suas caracteristicas sdo mais préximas
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umas das outras. Ja os efeitos secundarios sdo a semana, dia e hora, que sdo
considerados em relacdo as estagdes (efeitos de tempo, em relacdo ao espaco).

Apds o preenchimento das lacunas dos dados, uma das alternativas de analise
sdo os modelos de séries temporais, que sdo bastantes utilizados na analise de
poluentes atmosféricos (BELL, SAMET e DOMINICE, 2004; POZZA et al., 2010;
REISEN et al., 2014), mas, nesses tipos de modelos, é necessario que a série esteja
completa (PINTO, REISEN e MONTE, 2018).

Modelos de séries temporais

Para realizar andlises e o estudo do comportamento das varidveis poluentes,
especificamente do MP, diversos autores (GOYAL, CHAN e JAISWAL, 2006; POZZA
et al.,, 2010; REISEN et al., 2014) tém utilizado modelos de séries temporais.
Modelos de Séries Temporais sdo técnicas que visam explicar a influéncia do
tempo nos dados, tanto nas observac¢des do passado, quanto nas do futuro, que
auxiliam na compreensdo e na previsao dos dados temporais (MORETTIN e TOLOI,
2006; EHLERS, 2009; PINTO, REISEN e MONTE, 2018). Segundo Bell, Samet e
Dominice (2004), estudar as séries temporais da concentragcdo dos poluentes
atmosféricos é relevante para os processos de regulamentacdo e para estabelecer
normas para a poluicdo, em niveis considerados suficientemente seguros para a
saude humana.

Por exemplo, em Sao José dos Campos (SP), durante os anos de 2000 e 2001,
foirealizado um estudo de séries temporais, utilizando-se dados diarios do nimero
de internagdes por pneumonia, da concentracao dos poluentes SO, O3, e MP10,
além das medi¢Ges de temperatura e umidade do clima. Para estimar a associagao
entre as internagBes por pneumonia e a poluicdo atmosférica, utilizaram-se
Modelos Aditivos Generalizados de regressdo de Poisson (NASCIMENTO et al.,
2006).

Modelos SARIMA (Seasonal Auto Regressive Integrated Moving Average) e
ARIMA (Auto Regressive Integrated Moving Average) foram usados para prever a
concentra¢do do MP em S3o Carlos, Brasil (LIMA et al., 2009; POZZA et al., 2010) e
Daca, Bangladesh (Rahman e Hossain, 2012). Goyal, Chan e Jaiswal (2006)
utilizaram de modelos de regressdo combinados com modelo ARIMA para a
previsdao do MP10 nas cidades de Delhi e Hong Kong, conseguindo explicar mais de
70% da variacdo total. Monte, Albuquerque e Reisen (2015) previram a
concentracdo hordria de ozonio na cidade de Vitdria (ES) no ano de 2011, usando
uma combinacdo de modelos de regressao, modelos ARMA, e um modelo de
Heterocedasticidade condicional autorregressivo generalizado (chamado ARMAX-
GARCH). O modelo ARMAX-GARCH se mostrou eficaz para prever episddios de
concentrac¢do acima de 80 pg/m3.

Desta maneira, este trabalho tem dois objetivos. Primeiramente, o objetivo
principal foi propor um novo método simples de preenchimento de dados faltantes
da série dos dados de concentragdo diaria do MP10, que considere os efeitos
temporais do més, ano, semana do més e dia da semana, a fim de obter uma série
completa dos dados. Com a série completa dos dados é possivel fazer sua andlise
por qualquer pesquisador, em diferentes situa¢cdes e usando diversas técnicas.
Como exemplo do uso da série completa, este trabalho também teve um segundo
objetivo, que foi utilizar modelos de séries temporais para realizar previsdes da
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concentracdo de MP10, visando encontrar padrdes de tendéncia, bem como a
existéncia de varia¢do sazonal, baseado nos dados de 3 cidades do interior de Sdo
Paulo: Campinas, Jundiai e Paulinia.

METODOLOGIA

Base de dados

Para a avaliagdo do método TDEM, foram escolhidos dados de concentragao
didria do MP10 em 3 cidades do Estado de Sdo Paulo: Campinas, Jundiai e Paulinia.
Tais cidades caracterizam-se pelo clima tropical de altitude, com chuvas no verdo
e seca no inverno (CEPAGRI, 2018). Campinas destaca-se por ser um polo industrial
e tecnoldgico com mais de 1 milhdo de habitantes (D’AMELIO, CAMPOS e ALVIM,
2017). Paulinia possui um dos principais complexos petroquimicos do pais
(D’AMELIO, CAMPOS e ALVIM, 2017). Jundiai apresenta uma populag3o de pouco
mais de 410 mil habitantes, e localiza-se entre duas regiGes metropolitanas
importantes, de S3o Paulo e Campinas (IBGE, 2018).

O banco de dados utilizado foi obtido no site da CETESB (Companhia
Ambiental do Estado de Sdo Paulo), na plataforma Qualidade do Ar (QUALAR,
2016). Os dados de concentracdo diaria de MP10 foram referentes ao periodo de
5 anos consecutivos (2010 a 2014). Foram utilizados os dados de 2015 para validar
o desempenho de previsaio do modelo ajustado. Essas concentracdes
correspondem a medicGes das estagOes automaticas da CETESB, existente em cada
uma das 3 cidades.

Inicialmente, para realizar o estudo das séries temporais, € necessario que
todos os valores didrios estejam totalmente preenchidos (MORETTIN e TOLOI,
2006; PINTO, REISEN e MONTE, 2018). Entretanto, existiam de 1,5% até 2,0% de
dados faltantes na base de dados das cidades escolhidas. Assim, foi necessario um
tratamento prévio, para o preenchimento dos dados faltantes.

Método de preenchimento de dados faltantes

O método SDEM, proposto por Plaia e Bondi (2006), é baseado na equacdo 1,
em que é possivel obter uma estimativa do valor do dado faltante (Xs,,qn)-

S

. _ 1(_ Xsw.
Xswd = Xwan T+ E Xsw.. — z S

s=1

1 > %

_ Xs.d.

+§<xs.d._z ; >
S=

1
) ey

1 2z
_ Xs.h
+§<x5..h - Z ;
s=1

Onde: s = estacdo de monitoramento (1, 2, 3,...,S), w =semana do ano (1, 2,
3,...,53),d =diadasemana(1,2,3,...,7)eh =horadodia (2, 4, 6,...,24). Os valores
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X wah» Xsw., Xs.q. € X5 p a0 valores médios considerando os efeitos do tempo. Por
exemplo, X, € a média dos valores observados na semana w e na estagdo s.

Os dados deste trabalho tém caracteristicas diferentes do proposto pelo
método SDEM original (PLAIA e BONDI, 2006), onde os dados de concentragao do
MP10 foram medidos em vdrias estagdes de monitoramento. Em nosso trabalho,
substituimos a varidvel estacdo de monitoramento, por 5 anos de coleta numa
mesma estacdo de monitoramento. Por exemplo, suponha a quarta-feira, da
terceira semana do més de janeiro. No banco de dados do Plaia e Bondi (2006),
tem-se 8 medi¢Bes, uma para cada estacdo. No caso deste estudo, temos 5
medi¢des, uma para cada ano (figura 1).

No método SDEM (PLAIA e BONDI, 2006), para dados de duas estacdes (“A” e
“B”) quaisquer entre as 8 disponiveis, supde-se que medi¢Ges de uma determinada
estacdo “A” seriam semelhantes com medi¢Ges numa outra esta¢do “B”, cada uma
em diferentes locais da cidade, considerando a mesma hora, semana do ano e dia
da semana. Ou seja, a estacao seria o efeito principal, e hora, semana do ano e dia
da semana seriam efeitos secundarios, medidos em relacdo ao efeito principal.

J4a com os dados do presente estudo, considerou-se que medi¢cGes do mesmo
més, ao longo dos anos, possui condi¢des similares para compararmos valores. Por
exemplo, dados diarios de janeiro de 2010 seriam semelhantes com janeiro de
2011, considerando o mesmo dia da semana e a mesma semana dentro do més.

Assim, foi proposto um ajuste da equacao 1 para adequar a situacao aos dados
deste estudo. Nesta adaptacdo, considerou-se os meses do ano como efeito
principal, pois suas caracteristicas sdo mais proximas umas das outras, devido a
condig¢des climaticas (estacdes do ano, umidade relativa, velocidade do vento,
entre outras). Os efeitos secundarios (ano, semana do més e dia da semana) foram
considerados em relagdo ao més (figura 1).

Figura 1 — Esquema comparativo do efeito principal e secunddrio para o método de Plaia
e Bondi (a) e o método TDEM (b).

8 medicties 5 medigdes
{uma em cada estacdo (uma em cada ano)
de monitoramento)
» @
2014
® =
(7] =]
[ ] ‘ 1 5 @® 013 ; 1 "
® Semana do Dia da Semana do Dia da
® ® m
[ ]
L @ 2010
Legeda Legenda
Efeito Efeito Efeito
principal secunddrio secundario

(a) (b)

Fonte: autoria prépria
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Dessa maneira, propds-se uma adaptacdo do método SDEM (equacdo 1). Este
novo método de preenchimento de dados faltantes é aqui chamado de TDEM
(Time-Dependence Effect Method). A estimativa do valor faltante (X454 ) € dada

pela equacdo 2.
Mo
~ — 1 — xma..
Xmasa = X.asa + E(xma.. - Z M >

m=1
1 &
+E<xm.s._ Z X:;)
m=1
1 &%
_ Xm.d
13 (e Y22
m=1

Onde, m = més (1, 2,...,, 12); a = ano (2010, 2011,..., 2014); s = semana do
més (1, 2,3,4) ed = dia dasemana (1,2,...,7). Os valores X ;54, Xma., Xm.s. € Xm._a
sdo valores médios considerando os efeitos do tempo. Por exemplo, X,,, € a
média dos valores observados no més m e no ano a. Ja o valor de X 444, € @ média
dos valores observados no ano a, ha semana do més s e no dia da semana d.

No método TDEM (equacgdo 2) consideramos os efeitos do ano, da semana do
més e do dia da semana, como efeitos secundarios. O efeito principal € do més m.

. 1/(_ X, , .
Ou seja, > (xma__ -yM_, x’}'\;"") é o efeito do ano a,
1 M Xms.

_ . . ~ 1/_ X . .
> (Xm.s. — Xm=1—y ) é o efeito dasemanadoméss, e > (xm“d -yM_, x’;l"d) é o efeito

dia da semana do d, todos em relagdo ao més m.

Deste modo, o método TDEM pode ser usado nos casos em que ha apenas
uma série de dados disponivel em varios anos. Enquanto que o método SDEM
(PLAIA e BONDI, 2006) pode ser utilizado em casos em que ha varias estacdes de
monitoramento numa mesma cidade.

Para avaliar o método de preenchimento de dados faltantes proposto, o
TDEM, foi feita uma comparacdo com outros dois métodos, descritos pelas
equacgoes 3 e 4.

e “Média durante més”: Baseia-se na média do dia da semana, para o
més m, ao longo de todos os anos e semanas (equagao 3).
Xmasd = Xm.a (3)
e “Média durante o ano”: Baseia-se na média de todos os meses do ano
a, semana s e do dia d (equacdo 4).

Xmasa = X.asd (4)

Indicadores de desempenho

Para comparar, e decidir qual método seria utilizado no tratamento dos dados
faltantes, utilizou-se os critérios do Erro Quadratico Médio (EQM), do Coeficiente
de Correlacdo (COR) e do Desvio Médio Absoluto (DMA) (PLAIA e BONDI, 2006).
Quanto menor os valores de EQM (equacgdo 5) e DMA (equagado 7), e quanto maior
o valor de COR (equacgdo 6), melhor é o método de preenchimento do dado

faltante.
Pagina | 280
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1 21,[(0i-0)(Pi-P)] (

Coeficiente de Correlagdo: COR = 6)
N 0p0p

Desvio Médio Absoluto: DMA = %Z?’ﬂlOi - P (7)

Onde: 0; é o i-ésimo dado observado, com O a média dos dados observados,
P; é o i-ésimo dado preenchido, com P a média dos dados preenchidos, g, é o
desvio-padrdo dos dados observados, e gp é o desvio-padrdo dos dados
preenchidos, e por fim, N é o total de preenchimento (PLAIA e BONDI, 2006).

Para os calculos dos critérios (equagbes 5 a 7) foram considerados apenas os
dias em que havia sido monitorado o poluente, ou seja, ndo se considerou os dados
que foram completados. Apds completar as lacunas da série, foi ajustado um
modelo de séries temporais.

Andlise de séries temporais

Com a série completa, a fim de exemplificar uma possivel analise de dados,
utilizou-se a abordagem de Box Jenkins (MORETTIN e TOLOI, 2006). Considerou-se
tanto o ajuste dos modelos ARIMA(p, d, q) quanto o estudo da componente
sazonal, por meio dos modelos ARIMA sazonal (SARIMA) de ordem (p, d, q) x
(P,D,Q)S. Assim, p é a ordem do processo autorregressivo, q é a ordem do
processo de médias méveis e d é quantidade de vezes que a série original foi
diferenciada. J4 P é a ordem do processo autorregressivo da parte sazonal, Q é a
ordem do processo de médias mdveis da parte sazonal, D é o grau de diferenciacédo
da parte sazonal e S é o periodo da sazonalidade (MORETTIN e TOLOI, 2006).
Considerou-se tanto a série didria, quanto a série mensal dos dados de MP10. Ou
seja, foram ajustados modelos com os dados didrios e com os dados mensais.

Para identificacdo dos modelos das séries, foram analisadas as fung¢des de
auto correlacdo (fac) e as fungdes de auto correlacdo parcial (facp) (MORETTIN e
TOLOI, 2006; GOYAL, CHAN e JAISWAL, 2006; GUJARATI e PORTER, 2012). Nos
modelos SARIMA, considerou-se a sazonalidade com um periodo de 7 dias,
supondo que as concentra¢des de MP10 podem ter comportamentos similares no
mesmo dia da semana, ou seja, uma sazonalidade semanal. J& para previsdo
mensal, do ano de 2015, considerou-se a sazonalidade com um periodo de 12
meses, supondo que a concentracdo de MP10 pode ter comportamento similar no
mesmo més ao longo dos anos.

Por fim, foram previstas as concentragdes diarias do més de janeiro de 2015,
e as concentragdes mensais do ano de 2015 das 3 cidades. Para a escolha do
melhor modelo, foram realizados os calculos de trés critérios de selecdo definidos:
AIC (Critério de Informacdo Akaike), LOG (Log-verossimilhanca) e EQMP (erro
quadratico médio de previsdao) (GUJARATI e PORTER, 2012). As medidas do AIC e
EQMP sdo melhores quando seus valores sdo menores. Ja o LOG, quanto maior for
o seu valor, melhor.

Todos os calculos envolvidos neste trabalho foram realizados com o auxilio
dos pacotes da plataforma R (R CORE TEAM, 2017).
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DESENVOLVIMENTO (RESULTADOS E DISCUSSOES)

Imputacdo dos dados faltantes e comparagdao dos métodos

Varios estudos apresentaram e compararam diferentes métodos de
preenchimento de dados faltantes, como pode ser visto na tabela 1, que apresenta
as principais caracteristicas destes trabalhos. Duas pesquisas apresentaram
métodos de preenchimento multiplo, diferente do apresentado em nosso estudo,
de Plaia e Bondi (2006) e de Zainuri, Jermain e Muda (2015), que apenas
trabalharam com métodos simples de preenchimento. Os métodos multiplos ou o
algoritmo EM exigem um esforco computacional alto (GOMEZ-CARRACEDO et al.,
2014) maior do que os métodos SDEM e TDEM, que envolvem apenas o calculo de
médias. Como destacado no objetivo, nossa ideia principal é de apresentar um
novo método simples de preenchimento de dados faltantes.

Tabela 1: Comparac¢do de métodos de preenchimento de dados faltantes.

Método Preenchi Série )
o . Periodo Local
principal -mento preenchida

Campinas,
. Dados diarios de | 2010 a Jundiai e
Este estudo TDEM Simples MP10 2014 Paulinia (SP),
Brasil
Plaia e Dados a cada 2
Bondi SDEM Simples horas de MP10 2003 Palermo, Itdlia
(2006)
Gomez- Multiple Dados diarios de 2006, o
les La Coruiia,
Carracedo Imputa- Multiplo 8 poluentes 2009 e Espanha
et al. (2014) tion gasosos 2010
Jungere . . ~
Ponce de AIgcgllf\l/’:mo Multiplo Dado'svld;igos de 2004 SacI; Payllo,
Leon (2015) rast
Zainuri,
Jel\r:jér; € AIgcgllf\l/’lcmo Simples Dagst:g:ia;los 3 meses Malasia
(2015)

Fonte: autoria propria

Dentre as cidades do estudo, Campinas foi a que apresentou maior percentual
de dados faltantes (2%). Jundiai teve 1,8% e Paulinia, 1,5% de dados faltantes. Em
Paulinia, o maior gap foi de 13 dias, enquanto que Jundiai o maior gap foi de 8
dias. Campinas foi a que teve o maior gap (18 dias sem dados). O método proposto
e os dois outros métodos escolhidos para comparacdo ndo exigem nenhum calculo
complexo. A ideia foi comparar apenas métodos simples de preenchimento.

Na tabela 2 estdo os valores do EQM (equacdo 5), COR (equagdo 6) e DMA
(equacgdo 7) calculados para os 3 métodos (equagbes 2, 3 e 4). O método que
apresentou menor EQM e DMA, e maiores valores de COR foi o TDEM, proposto
neste trabalho. Em seguida, ficou o método “Média durante o més”, e por ultimo
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o0 método “Média durante o ano”. Os resultados foram similares para as trés
cidades abordadas.

O método TDEM apresentou correlacdo maior que 0,60 em todas as cidades.
Os outros dois métodos tiveram valores sempre abaixo deste, sendo o maior
obtido na cidade de Paulinia, no método “Média durante més”. Em relacdo aos
valores de EQM, por exemplo, para a cidade de Paulinia, o método TDEM
apresentou valor de 167,8, enquanto que no método “Média durante ano”, o valor
foi de 257,6. Também houve uma diferenga nos valores do DMA. Para o método
do TDEM, o valor obtido foi de 9,88, para o método da equacdo 3 foi de 10,15, e
para o método da equacao 4 foi de 12,51.

Tabela 2 — Valores do Erro Quadratico Médio (EQM), Coeficiente de Correlagdo (COR) e
Desvio Médio Absoluto (DMA).

Cidade Método EQM ‘ COR DMA ‘
TDEM 95,66 0,64 7,43
Campinas Média durante més 107,03 0,55 7,64
Média durante ano 139,72 0,30 9,02
TDEM 165,35 0,60 9,55
Jundiai Média durante més 193,42 0,48 10,09
Média durante ano 230,76 0,28 11,36
TDEM 167,80 0,66 9,88
Paulinia Média durante més 187,99 0,57 10,15
Média durante ano 257,59 0,27 12,51

Fonte: autoria prépria

De modo geral, o método TDEM (equagdo 2) mostrou-se como uma
alternativa melhor que os outros métodos avaliados, no preenchimento simples
de dados faltantes. E um método fécil de utilizar, baseado apenas em médias
amostrais. Nele, leva-se em consideracdo o efeito secundario de 3 fatores do
tempo: o ano, semana do més e dia da semana, além do fator principal que é o
més.

Esta metodologia pode também ser flexibilizada, escolhendo-se outros
fatores para serem considerados como efeitos. Por exemplo, poderiamos ter
escolhido o fator final de semana. Neste caso, o dia seria ou final de semana ou
durante a semana. O fator final de semana poderia ser um substituto para o fator
dia da semana. Ou mesmo o fator principal poderia ser substituido. Ao invés de
utilizar o més, poderiam ser as estacdes do ano.

Por fim, a série temporal dos dados de concentragdo do MP10 foi preenchida
utilizando o método TDEM (equagdo 2), para as trés cidades. Com a série
preenchida ajustou-se o modelo para a série didria e para a série mensal.

Identificacdo dos modelos de séries temporais
Foram identificados diversos modelos ARIMA e SARIMA a fim de comparar

qual obteve melhores resultados. Para a escolha dos modelos foram analisados os
trés critérios em conjunto (AIC, LOG e EQMP), além de uma analise qualitativa dos
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graficos dos ajustes. Para a analise da série diaria do MP10 foi decidido realizar as
previsdes das concentracdes didrias do més de janeiro de 2015. Para a andlise da
série mensal do MP10, considerou-se a concentracdes mensais do ano de 2015
para avaliar o poder de previsao do modelo.

Nas tabelas 3 e 4, constam os resultados dos critérios de selecdo obtidos dos
diferentes modelos ARIMA (A) e SARIMA (S) das séries temporais utilizando-se dos
dados didrios dos anos de 2010 a 2014. Os valores de p, q, d, P, Q, e D foram
escolhidos pela analise dos graficos de fac e facp.

O modelo 5(1,0,2)x(1,0,2)7, que foi o escolhido para a cidade de Campinas
esta destacado na tabela 3. Para as cidades de Jundiai e Paulinia, conforme
destaque da tabela 4, o modelo escolhido foi 0 5(2,0,2)x(2,0,2)7.

O modelo 5(1,0,2)x(1,0,2)7 foi escolhido para a cidade de Campinas pois
apresentou o menor valor de EQMP. Nota-se que, entre os menores valores de
EQMP (0,23 ou 0,24), foi o menor AIC obtido (12,43). Analisando todos os modelos,
apenas pelo modelo S(1,1,1)x(1,1,1)7 apresentou um AIC inferior, porém este
apresentou o maior valor de EQMP (0,29).

Para as cidades de Jundiai e Paulinia, o modelo $(2,0,2)x(2,0,2)7 apresentou o
menor valor de AIC e o maior valor de LOG. Percebe-se ainda que os valores de
EQMP ficaram préximos entre os modelos escolhidos nessas duas cidades.

Tabela 3 — Critérios de sele¢dao dos modelos utilizando-se os dados didrios de MP10 para a
cidade de Campinas.

Campinas

LOG EQMP

A(1,0,2)x(0,0,000 | 192,29 | -91,14 0,24
S(1,0,2)x(1,0,2)7 | 12,43 1,78 0,23
S(1,0,1)x(1,0,1)7 | 31,88 -9,94 0,24
S(2,0,2)x(2,0,2)7 | 12,68 3,66 0,24
A(2,0,2)x(0,0,0)0 | 160,75 | -74,37 0,27
S(1,1,1)x(1,1,1)7 | -1,04 5,52 0,29

Fonte: autoria prépria

Tabela 4 — Critérios de sele¢do dos modelos utilizando-se os dados didrios de MP10 para
as cidades de Jundiai e Paulinia.

Jundiai Paulinia

LOG EQMP AIC LOG H EQMP

A(1,0,2)x(0,0,0)0 | 1399,32 | -694,66 0,40 1073,89 | -531,94 0,34

S(1,0,2)x(1,0,2)7 | 1355,11 | -669,56 0,40 981,40 -482,70 0,32

S(1,0,1)x(1,0,1)7 | 1352,31 | -670,16 0,40 982,94 -485,47 0,32

S(2,0,2)x(2,0,2)7 | 1321,60 | -650,80 0,42 947,20 -463,60 0,33

A(2,0,2)x(0,0,0)0 | 1369,29 | -678,65 0,42 1029,69 | -508,85 0,32

S(1,1,1)x(1,1,1)7 | 1358,34 | -674,17 0,43 964,48 -477,24 0,36
Fonte: autoria prépria
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De modo geral percebe-se que os modelos SARIMA se ajustaram melhor aos
dados do que os modelos ARIMA. Isto reflete que a sazonalidade semanal é um
fator importante na concentracdo do MP10.

J4 nas tabelas 5 e 6, constam os resultados dos critérios de sele¢ao obtidos
por diferentes modelos ARIMA (A) e SARIMA (S) das séries temporais utilizando-se
dos dados mensais dos anos de 2010 a 2014.

Com as séries mensais, o modelo 5(1,0,1)x(1,0,1)12 foi o melhor. Para as 3
cidades, esse modelo apresentou o menor valor de AIC (-53,53, Campinas; -10,81,
Jundiai; e -23,51, Paulinia). Os valores de EQMP em Campinas e Jundiai foram
muito préximos em todos os modelos. Ja em Paulinia, o modelo escolhido
apresentou o menor valor de EQMP (0,14). Nas 3 cidades, o modelo
S(1,0,1)x(1,0,1)12 apresentou o segundo maior valor de LOG, sempre muito
préoximo do maior valor entre os modelos.

Tabela 5 — Critérios de selegdo utilizando-se os dados mensais de MP10 para a cidade de
Campinas.

Campinas

LOG EQMP

S(1,0,2)x(1,0,2)12 | -52,37 | 34,19 0,12
$(1,0,1)x(1,0,1)12 | -53,53 32,76 0,12
S(1,1,2)x(1,0,2)12 | -50,11 32,06 0,12
S(1,1,1)x(1,0,1)12 | -52,07 | 31,03 0,12

Fonte: autoria prépria

Ndo foi ajustado nenhum modelo ARIMA para as séries mensais. A
sazonalidade é evidente, apresentando os maiores valores de concentragao do
MP10 sempre nos meses de inverno (julho a setembro).

Apds a escolha dos modelos, os ajustes didrios e os ajustes mensais foram
analisados separadamente, obtendo os resultados descritos nas préximas duas
subsecoes.

Tabela 6 — Critérios de selegdo utilizando-se os dados mensais de MP10 para as cidades
de Jundiai e Paulinia.

Jundiai Paulinia

$(1,0,2)x(1,0,2)12 -6,86 11,43 0,18 -20,83 18,44 0,15
$(1,0,1)x(1,0,1)12 | -10,81 11,41 0,18 -23,51 17,75 0,14
S(1,1,2)x(1,0,2)12 -5,54 9,77 0,18 -19,43 16,71 0,15
S(1,1,1)x(1,0,1)12 -9,15 9,57 0,18 -22,41 16,20 0,14

Fonte: autoria prépria
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Andlise das séries temporais didrias

O grafico apresentado na figura 2 representa, a série temporal (vermelho)
utilizando o modelo 5(1,0,2)x(1,0,2)7, e os dados didrios (preto), obtidos pela
estacdo de monitoramento de Campinas. Nas figuras 3 (Jundiai) e 4 (Paulinia)
representam a série temporal (vermelho) utilizando o modelo S(2,0,2)x(2,0,2)7, e
os dados didrios obtidos (preto) pela estagdo de monitoramento localizada em
cada cidade. Foi apresentado apenas a série ajustada para o ano de 2011, para
exemplificar como ficou o ajuste. Nos demais anos, o comportamento da série foi
similar.

Figura 2 — Série ajustada do ano de 2011, modelo S(1,0,2)x(1,0,2)7, utilizando os dados
didrios da cidade de Campinas.
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Fonte: autoria prépria

De modo geral, a série estimada consegue acompanhar a série dos dados
reais. Nos dias de maiores picos de concentragdo, os dados estimados ajustam o
pico, porém ndo atingem o valor. A mesma analise pode ser feita para os dias com
baixa concentracao de MP.

Outro fator que pode ser observado é em relacdo a defasagem do ajuste.
Nota-se que a série estimada parece estar ajustando o valor do dia presente,
apenas no dia posterior. Este é um indicio que a série pode ter o que é chamado
de processo de memdria longa, sendo indicado o ajuste do modelo ARFIMA (Auto
Regressivo Fraciondrio Integrado de Médias Modveis), ou o ARFIMA sazonal
(SARFIMA). Estas séries com memoria longa, apresentam dependéncia significativa
entre observac¢Oes separadas por um longo intervalo de tempo (MORETTIN e
TOLOI, 2006; REISEN et al. 2014).

O periodo escolhido para previsao foi o més de janeiro de 2015 (figuras 5, 6 e
7). Nestas figuras, os valores reais estdo na linha preta, os valores ajustados na
linha vermelha e os limites (inferior e superior) de previsao estdo em azul. Percebe-
se que os valores reais ficaram na sua maioria todos dentro dos limites de previsao
de 95% obtidos pelo modelo ajustado, indicando um ajuste satisfatorio.
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Figura 3 — Série ajustada do ano de 2011, modelo S(2,0,2)x(2,0,2)7, utilizando os dados
diarios para a cidade de Jundiai.
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Figura 4 — Série ajustada do ano de 2011, modelo S(2,0,2)x(2,0,2)7, utilizando os dados
diarios para a cidade de Paulinia.
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Nas figuras 6 e 7, observa-se que a série prevista para o més de janeiro de
2015, obtida do modelo SARIMA ndo conseguiu acompanhar o comportamento
dos dados da estacdo de monitoramento em Jundiai e Paulinia, respectivamente.
Percebeu-se que a série real teve um aumento, ficando acima de 30, entretanto a
previsdo apontou concentracdo sempre proxima de 20 pg/m?3, ao longo do més.

Para a cidade de Jundiai, perceba que o primeiro dia ficou fora dos limites de
previsdo de 95% (figura 6). Entretanto, os demais pontos ficaram dentro dos
limites.
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Figura 5 —Previsdo da concentragao didria no més de Janeiro de 2015 para a cidade de

MP10 (ng/m?3)

Campinas, utilizando o modelo 5(1,0,2)x(1,0,2)7.
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Figura 6 — Previsdo da concentragdo diaria no més de Janeiro de 2015 para a cidade de

MP10 (g /ms3)

Jundiai, utilizando o modelo 5(2,0,2)x(2,0,2)7.
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Figura 7 — Previsdo da concentragdo diaria no més de Janeiro de 2015 para a cidade de

MP10 (.g/m?3)

Paulinia, utilizando o modelo 5(2,0,2)x(2,0,2)7.
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Andlise das séries temporais mensais

A figura 8 representa a série temporal (vermelho) utilizando o modelo
$(1,0,1)x(1,0,1)12, e os dados mensais reais (preto), obtidos pela estacdo de
monitoramento de Campinas.

Os graficos apresentados nas figuras 9 e 10 representam a série temporal
ajustada pelo modelo S(1,0,1)x(1,0,1)12, nas cidades de Jundiai e Paulinia,
respectivamente.

Figura 8 — Série ajustada no periodo de 2010 a 2014, no modelo 5(1,0,1)x(1,0,1)12, dados
mensais para a cidade de Campinas.
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Figura 9 — Série ajustada no periodo de 2010 a 2014, no modelo 5(1,0,1)x(1,0,1)12, dados
mensais para a cidade de Jundiai.
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Nas trés cidades, os picos de concentracdo foram sempre nos meses de

inverno (julho a setembro), caracterizando muito bem a sazonalidade mensal. A
Pagina | 289 série estimada dos dados consegue capturar essa sazonalidade, apontando os
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picos de concentracdo do MP10 nessa estacdo do ano. Entretanto, a série ajustada
ndo conseguiu prever o valor da concentragao no pico.

Em relacdo a previsdo mensal do ano 2015 (figuras 11, 12 e 13), o
comportamento da série obtida ficou semelhante aos dados reais. Todos os valores
reais ficaram dentro dos limites de previsdo, e o ajuste previsto conseguiu
acompanhar a série real. Percebe-se que os valores reais se encontram dentro dos
limites de previsdo de 95%.

Figura 10 — Série ajustada no periodo de 2010 a 2014, no modelo S(1,0,1)x(1,0,1)12,
dados mensais para a cidade de Paulinia.

60

- = Estimado
Real

MP10 (pg/m3)
40 50

30

20

Més

Fonte: autoria propria

Figura 11 — Previsdo da concentracdo mensal do ano de 2015 para a cidade de Campinas,
no modelo 5(1,0,1)x(1,0,1)12.
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Por fim, os modelos SARIMA conseguiram obter resultados com um
apropriado desempenho de previsdo para as séries mensais dos dados, ou seja, a
série dos dados reais ficaram dentro dos limites de previsdo de 95%. Os resultados
de previsdao desses modelos foram melhores que os ARIMA, como notado nos
critérios de selegdo (tabelas 3, 4, 5 e 6). Aparentemente, as séries didrias de
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concentracdo do MP10 apresentam a caracteristica de processo de memoria
longa. Neste caso, modelos SARFIMA poderiam melhorar os resultados de previsao
da série diaria.

Figura 12 — Previsdo da concentracdo mensal do ano de 2015para a cidade de Jundiai, no
modelo $(1,0,1)x(1,0,1)12
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Figura 13 — Previsdo da concentracdo mensal do ano de 2015para a cidade de Paulinia, no
modelo S(1,0,1)x(1,0,1)12.
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CONSIDERAGOES FINAIS

O método TDEM foi o que apresentou melhores resultados para preencher os
dados faltantes das séries temporais da concentracdo didria do MP10. Os
resultados foram similares nas 3 cidades analisadas, de acordo com os critérios
analisados.

Entre suas propriedades, o método consegue captar o comportamento da
série, além de apresentar flexibilidade na opc¢do dos fatores, ou seja, os fatores
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temporais podem ser escolhidos de acordo com o estudo do pesquisador. No
presente estudo, foram considerados como fatores do tempo, o més (efeito
principal), ano, semana do més e dia da semana (efeitos secundarios).

O método TDEM é uma alternativa para séries de dados coletadas em uma
Unica estacdo de monitoramento, porém em diversos anos. Este método utiliza
apenas valores da prdpria série para completar as lacunas. Diferentemente do
método SDEM, que utiliza medic¢Bes feitas em outras estacdes de monitoramento,
nem sempre disponiveis na cidade.

Destaca-se também, que o método SDEM foi testado por Plaia e Bondi (2006)
com altos percentuais de dados faltantes (chegando a 13% numa das estacdes de
monitoramento) e obteve 6timos resultados. Em nosso estudo, ndo tivemos esse
percentual em nenhuma das cidades (mdéximo de 2% em Campinas), mas também
obtivemos resultados satisfatérios para o método TDEM. Isso nos leva a concluir
que temos um método robusto para preenchimento dos dados ausentes. Além
disso, devido a flexibilidade do método TDEM, é possivel inclusive optar por outros
fatores, sejam relacionados ao tempo, ou mesmo ao espaco. Pesquisas futuras
podem ser conduzidas para avaliar esses outros fatores.

A série completa dos dados permite realizar diversas outras analises. Algumas,
como a metodologia de Box-lenkins usada aqui, exigem que a série esteja
completa para sua realizacdo. Entdo, obter um método de preenchimento de
dados faltantes foi muito importante, e nos permitiu fazer os ajustes das séries
temporais.

Os modelos ARIMA e SARIMA apresentaram um desempenho adequado no
ajuste dos dados da concentra¢cdo do MP10 nas cidades de Campinas, Jundiai e
Paulinia, para o periodo estudado. De modo geral, os modelos SARIMA
apresentaram resultados mais satisfatérios quando comparados aos modelos
ARIMA. H&4 evidéncias que as séries temporais didrias do MP10 tém
comportamento de memdria longa (REISEN et al., 2014), conforme observado.
Neste caso é indicado um ajuste pelo modelo SARFIMA, sendo esta uma das
possibilidades para trabalhos futuros.
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A new method of missing data imputation
applied to time series of PM10
concentration

ABSTRACT

The study of atmospheric pollution, with the emphasis of inhalable particulate matter
(PM10), is necessary; given the damage was done for population health, besides other
losses. Historical series, used for forecasting data, often have gaps due to several factors,
which can detract from the quality of the forecast. The aim of this study was purposed a
new method of missing data imputation, and after this, to use a time series model to
forecast PM10 concentration. It was obtained the PM10 daily concentration in QUALAR
system of CETESB, related to cities of Campinas, Jundiai and Paulinia, all in Sdo Paulo State.
The method of imputation of missing data, purpose in this study, was called TDEM (Time-
Dependent Effect Method). The TDEM method was compared to others two methods
(“Mean during month” and “Mean during year”) of imputation of missing data, and it
presented better results related to correlation coefficient, mean square error and mean
absolute deviation. After imputation data of series, the data were analysed in order to
forecast future PM10 concentrations. It was used ARIMA and SARIMA for time series
models. The more satisfactory results were obtained for SARIMA models, which real data
remained within the 95% forecast limits.

KEYWORDS: Missing data. Box-Jenkins Methodology. Particulate Matter. Forecast.
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