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 Este estudo aborda a dificuldade de acompanhar indicadores do engajamento dos 
estudantes em atividades de ensino-aprendizagem on-line. Foi analisado o desempenho 
de diferentes algoritmos de Aprendizagem de Máquina (AM), combinados com estratégias 
de comitês de classificadores heterogêneos e homogêneos, para identificar as abordagens 
mais eficazes na previsão dos níveis de interação dos estudantes. Os resultados indicam 
que o comitê Boosting com os algoritmos Máquina de Vetor de Suporte (MVS) e Árvore de 
Decisão (AD) apresentaram melhor desempenho. Esta estratégia de AM pode ajudar a 
identificar indicadores de engajamento em atividades no aprendizado on-line. Neste 
sentido, as combinações dos classificadores foram aplicadas na análise e apresentação dos 
indicadores de interação para apoiar tutores humanos na promoção do engajamento 
estudantil. 
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INTRODUÇÃO 

No contexto do aprendizado, o engajamento dos estudantes é crucial para 
reter melhor o conhecimento. Estudantes engajados interagem ativamente, 
participam das atividades, aprendem os conteúdos, fazem perguntas e se 
motivam a atingir os objetivos de aprendizagem, o que pode resultar em um 
melhor desempenho acadêmico. O engajamento dos estudantes pode ser 
influenciado por diversos fatores (ALMARGHANI; MIJATOVIC, 2017) (WERANG; 
LEBA, 2022). Em um ambiente de ensino presencial (tradicional), os tutores 
podem observar a dinâmica da sala de aula e ponderar sobre o engajamento de 
cada estudante (SALTA et al., 2022). No contexto do aprendizado on-line, a tarefa 
de identificar os indicadores de engajamento dos estudantes não é trivial, uma 
vez que esses indicadores estão dispersos em diversos cenários de interação que 
muitas vezes não são transparentes aos tutores e professores. Apesar disto, o 
contexto digital permite coletar dados que servem para compreender a dinâmica 
das interações (PEREIRA et al. 2023), e, por conseguinte, o engajamento dos 
estudantes (SALTA et al., 2022). Entretanto, os tutores humanos têm limitações 
cognitivas e físicas (KIM; DAVIS; HONG, 2022), dificuldades na análise de grandes 
volumes de dados, ou elevadas cargas cognitivas (SWELLER, 1994) (MEYER, 
2009). Ou seja, é difícil para um tutor humano realizar “busca ativa”, acompanhar 
individualmente e em tempo real, as interações (mensagens enviadas, 
comentários, pedidos de ajuda, turno que estão disponíveis) de cada estudante 
no ambiente virtual de aprendizagem; especialmente em programas com muitos 
estudantes. Além disso, é complexo distinguir as práticas didático-pedagógicas 
que podem dar certo no ensino-aprendizado on-line ou presencial. Contudo, a 
apropriação da tecnologia torna a pedagogia on-line única (ARCHAMBAULT; 
LEARY; RICE, 2022). 

Neste sentido, a Inteligência Artificial na Educação (IAEd) desempenha um 
papel fundamental (SRINIVASA; KURNI; SARITHA, 2022) (ALHAZMI et al., 2023) 
(ZAFARI et al., 2023). Com a utilização de abordagens de Aprendizado de 
Máquina (AM) é possível automatizar e aperfeiçoar o processo de análise de 
dados a ser utilizado, por exemplo, por Sistemas de Tutoria Inteligentes (STIs) (ST-
HILAIRE et al., 2022). Os STIs são capazes de personalizar a aprendizagem dos 
estudantes, ao serem atrelados a abordagens de recomendações (PEREIRA; 
GOMES; PRIMO, 2022a). Isto pode ser feito em cooperação com os tutores 
humanos, o que nos permite explorar abordagens de design, uso e avaliação de 
sistemas híbridos (humanos e IA) no aprendizado (ECHEVERRIA et al., 2022). Por 
exemplo, isso possibilita que tutores humanos se concentrem em necessidades 
mais específicas, flexíveis e adaptáveis. 

Embora existam diferentes abordagens de AM que podem ser utilizadas na 
análise de indicadores de engajamento no ensino-aprendizagem dos estudantes, 
sistemas baseados em comitês de classificadores, que constroem um modelo 
preditivo integrando vários modelos (ROKACH, 2010), têm mostrado resultados 
favoráveis, em diversos domínios, quando comparados a sistemas baseados em 
um único modelo para classificar informações. Sendo assim, neste artigo, foram 
analisadas as combinações de classificadores (Bagging, Boosting, Stacking e 
Voting) para responder a seguinte indagação: “Quais as melhores combinações 
de estratégias de aprendizagem de máquina para classificar interações dos 
estudantes no aprendizado on-line?”. Para isso, utilizou-se de dados históricos de 
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um contexto de interação entre estudantes e tutores do aprendizado on-line 
mediado por uma plataforma social de aprendizagem. 

Além desta introdução, este artigo apresenta os antecedentes teóricos, a 
metodologia, seguida dos resultados e discussões, e das considerações finais. 
Além das limitações a ser exploradas por estudos futuros. Também, os trabalhos 
referenciados. 

ANTECEDENTES TEÓRICOS 

A atuação de tutores e o desenvolvimento de módulos de sistema vêm 
sendo objeto de estudo para apoiar o engajamento dos estudantes e, até 
mesmo, cooperar com atuações híbridas (humano e IA) (PEREIRA et al., 2021; 
PEREIRA; GOMES; PRIMO, 2022b; PEREIRA et al., 2023; PEREIRA; GOMES; PRIMO, 
2023a; PEREIRA; GOMES; PRIMO, 2023b; PEREIRA et al., 2024). Porém, identificar 
o conjunto de algoritmos adequados para atividades específicas, dada as 
peculiaridades dos contextos educacionais, não é uma tarefa trivial. 

No ensino-aprendizado, diferentes modelos de AM têm sido eficazes em 
problemas que envolvem a previsão de desempenho de estudantes (DE BRUIN, 
2022). As estratégias vêm sendo adotadas na análise de indicadores de 
engajamento dos estudantes ao combinar classificadores, como: K-Nearest 
Neighbor (KNN), Support Vector Machine (SVM), Decision Tree (DT) e Artificial 
Neural Network (ANN) (CHANG et al., 2018) (BUONO et al., 2022). Estas técnicas 
combinadas resultam em ensembles de classificadores que podem ser aplicados 
para melhorar a eficácia da classificação (KAMATH et al., 2022) (SALEH; YU; 
CHEN, 2022). Ao conduzir a seleção de classificadores e modelo de ensemble 
para aprendizagem em predição educacional (SUN et al., 2021). Previsão de 
desempenho de alunos no ensino superior usando abordagem com ensembles 
multimodalo (BUTT et al., 2023). Em outros casos, por exemplo, De Souza e 
Júnior (2023) elaboraram novos algoritmos de ensemble para detecção de 
fraudes em transações de cartão de crédito.  No processo de aprendizagem de 
ensemble utilizados para a previsão precoce de icterícia neonatal com 
características genéticas (DENG et al., 2021). Ao fazer atribuição de recursos 
individualizados consistentes para ensembles tipo árvores (LUNDBERG; ERION; 
LEE, 2019). Estas abordagens podem ser utilizadas em estratégias de STIs para, 
por exemplo, mediação e a troca de experiências (AVILA; CALEJON; DIAS, 2010). 

Ao agregar diferentes abordagens individuais, é formado Ensemble Based 
Systems. Também conhecidos como: Multiple Classifier Systems, Committee of 
Classifiers, ou ainda de Mixture of Experts. Estas abordagens são utilizadas em 
diversas situações para solucionar problemas difíceis de serem resolvidos por um 
único classificador, independentemente da quantidade de dados. Esses sistemas 
combinam diferentes algoritmos de AM para obter resultados mais precisos e/ou 
robustos. O objetivo na formação dos comitês é encontrar a combinação 
adequada de diferentes modelos fracos e melhorar o desempenho do modelo 
final. Podem ser utilizadas algumas estratégias, a saber: Bagging, Boosting, 
Stacking e Voting (MUHLBAIER; TOPALIS; POLIKAR, 2008) (WANG et al., 2011). O 
Bagging usa aprendizes fracos homogêneos, treinando-os independentemente 
uns dos outros em paralelo, e combinando-os seguindo algum tipo de processo 
de média determinística. O Boosting também usa aprendizes fracos homogêneos, 
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mas os treina de forma sequencial e adaptativa, onde cada modelo base depende 
dos anteriores, e os combina por estratégia determinística (DŽEROSKI; ŽENKO, 
2004) (NTI; ADEKOYA, 2020) (TASER, 2021). O Stacking usa aprendizes fracos 
heterogêneos, treina um meta-modelo e produz uma previsão com base nas 
diferentes previsões dos modelos fracos (ADEJO; CONNOLLY, 2018). Já o Voting 
também usa aprendizes fracos heterogêneos, a classe com mais votos (hard) ou 
maior probabilidade (soft) é escolhida na previsão final (MORAITIS et al., 2022). 
Os trabalhos relacionados usam modelos de AM para predição do desempenho 
dos estudantes. Neste artigo, foram explorados os desempenhos dos estudantes, 
porém em um arcabouço de interações que constituem indicadores de 
engajamento dos estudantes no aprendizado on-line.  

Para analisar o engajamento dos estudantes, podem ser considerados 
modelos de ensemble, tanto homogêneos quanto heterogêneos, a partir de 
indicadores como interação, motivação, desempenho, entre outros. Em 
Evangelista e Sy (2022), os ensembles heterogêneos apresentaram um 
desempenho um pouco superior em relação aos homogêneos ao analisar o 
desempenho dos estudantes no ensino-aprendizagem. Saleem et al. (2021) 
utilizaram dados gerados do ambiente virtual para avaliar o desempenho dos 
estudantes por meio de algoritmos de AM. Concluíram que o modelo poderia 
ajudar os estudantes a tomar decisões, realizando recomendações, notificações e 
informando-os de maneira proativa. Evangelista (2021) também propôs algo 
semelhante, usando métodos ensemble e obteve resultados mais precisos do 
que os classificadores individuais, auxiliados por técnicas de seleção de 
características. Já Brohi et al. (2019) abordaram técnicas semelhantes, que 
mostrou no contexto do ensino superior que os comitês se mostraram mais 
efetivos. 

METODOLOGIA 

A análise experimental desta pesquisa consistiu em etapas de: coleta, análise 
exploratória com pré-processamento dos dados, avaliação prévia dos algoritmos, 
e avaliação dos comitês (Bagging, Boosting, Stacking e Voting). Para a execução 
dos experimentos, foi adotada a linguagem Python no Google Colab, através do 
qual foi desenvolvido um framework1 (que integra este artigo), utilizando a 
biblioteca scikit-learn2 para obter algoritmos de AM, técnicas de ensemble, 
esquemas e medidas de validação. A Figura 1 esquematiza as etapas para a 
realização dos experimentos. 

Figura 1 - Procedimentos para preparação e análise dos dados com aplicação dos ensembles 

 
Fonte: Autores (2023). 
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As etapas envolveram a coleta dos dados, divisão da base de dados em 
treino e teste, comparação prévia dos classificadores, comparação dos 
classificadores heterogêneos e homogêneos, resultados e conclusões. As seções 
seguintes detalham os procedimentos, técnicas para execução, coleta e análises 
dos resultados. 

BASE DE DADOS 

O conjunto de dados representa uma base histórica de atividades escolares 
mediadas por uma Plataforma Social Educacional - Redu. Na plataforma os 
estudantes dispõem de recursos que agregam recursos de redes sociais com 
Ambientes Virtuais de Aprendizagem (AVA) para interagir com colegas, tutores e 
professores. A base de dados coletada contém interações de 963 estudantes com 
12 tutores e 90 professores. As turmas são constituídas de 504 estudantes do 
Ensino Fundamental (EF), anos finais do 6º ao 9º ano, e por 459 estudantes do 
Ensino Médio (EM), do 1º ao 3º ano. Com a aprovação da instituição, foram 
coletadas informações sobre as interações entre estudantes-tutores-professores 
de forma anônima. A frequência das interações serviu como indicador do 
engajamento no aprendizado on-line, as variáveis coletadas incluíram: VAR01: 
quantidade total de amigos do estudante; VAR02: quantidade de amigos do 
estudante que também são estudantes; VAR03: quantidade de colegas diferentes 
para quem o estudante enviou mensagens; VAR04: quantidade total de 
mensagens enviadas pelo estudante; VAR05: quantidade de mensagens enviadas 
pelo estudante para outros estudantes; VAR06: quantidade de mensagens 
enviadas pelo estudante para professores; VAR07: quantidade de exercícios 
realizados pelo estudante; VAR08: quantidade de pedidos de ajuda feitos pelo 
estudante; VAR09: quantidade de comentários realizados pelo estudante; VAR10: 
quantidade total de respostas às postagens recebidas pelo estudante; VAR11: 
turno do dia em que o estudante fez mais comentários. Tem-se como classe alvo, 
para classificação do nível de interação dos estudantes, os padrões: Mais 
Interagem (M. I.), Interagem Esporadicamente (I. E.), Interagem Raramente (I. R.), 
contatadas conforme Pereira et al. (2023). Estas variáveis nos permitem analisar 
as interações e como se apresenta o processo de aprendizagem e os padrões 
serviram como indicadores para rotular o engajamento dos estudantes. 

ANÁLISE EXPLORATÓRIA E PRÉ-PROCESSAMENTO DOS DADOS 

Nesta etapa, foram exploradas variáveis e pré-processados os dados 
coletados. A Tabela 1 apresenta as métricas das variáveis quantitativas (VAR01 a 
VAR10). Os procedimentos experimentais envolveram técnicas de normalização 
das variáveis na escala entre 0 (zero) e 1 (um). Utilização de abordagens de 
Regressão Linear (RL) para verificar valores ausentes e enriquecer a base de 
treinamento. Nos casos em que os estudantes não contabilizaram interações, as 
consultas retornavam o valor 0 (zero), por isso, não havia valores ausentes (Φ = 
0). Divisão da base e conversão de dados qualitativos em quantitativos para 
permitir operações numéricas pelos algoritmos de AM com a biblioteca 
LabelEncoder4. Ao final da etapa de pré-processamento, foram obtidos a divisão 
da base de dados, realizada aleatoriamente em 70% para Treino e 30% para 
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Teste, com a função k-fold5 para realizar a validação cruzada repetida 
(REFAEILZADEH; TANG; LIU, 2009). No caso, o número de folds foram definidos 
como 5 (cinco), isto é, o conjunto de dados foi dividido em cinco partes iguais. A 
validação cruzada é repetida 10 vezes, com novas divisões aleatórias do conjunto 
de dados em cada repetição. 

 

Tabela 1 - Descritiva das métricas de interações dos estudantes 
  Intervalo de confiança (95%) 

  Ensino N Φ μ Me σ SE Min. Max. Mais baixo Superior 

VAR01  
E.F. 504 0 34,740 21 53,715 23,927 0 628 30,051 39,430 

E.M. 459 0 8,950 6 11,299 0,5274 0 119 7,916 9,984 

VAR02 
E.F. 504 0 26,821 16 45,397 20,221 0 541 22,858 30,785 

E.M. 459 0 4,839 2 7,553 0,3525 0 80 4,148 5,530 

VAR03 
E.F. 504 0 0,796 0 2,161 0,0963 0 17 0,607 0,984 

E.M. 459 0 0,185 0 0,666 0,0311 0 5 0,124 0,246 

VAR04 
E.F. 504 0 12,970 2 58,053 25,859 0 675 7,902 18,038 

E.M. 459 0 1,841 0 5,848 0,2730 0 62 1,306 2,376 

VAR05 
E.F. 504 0 9,155 0 56,633 25,226 0 673 4,211 14,099 

E.M. 459 0 0,32 0 1,171 0,0547 0 11 0,213 0,427 

VAR06 
E.F. 504 0 3,675 0 8,859 0,3946 0 82 2,901 4,448 

E.M. 459 0 1,377 0 5,464 0,2551 0 62 0,877 1,877 

VAR07 
E.F. 504 0 1,214 0 1,891 0,0842 0 7 1,049 1,379 

E.M. 459 0 1,658 2 1,097 0,0512 0 4 1,558 1,758 

VAR08 
E.F. 504 0 3,089 0 7,186 0,3201 0 61 2,462 3,717 

E.M. 459 0 0,954 0 3,048 0,1423 0 37 0,675 1,233 

VAR09 
E.F. 504 0 54,909 29 78,665 35,040 0 579 48,041 61,776 

E.M. 459 0 17,301 11 20,465 0,9552 0 188 15,428 19,173 

VAR10 
E.F. 504 0 17,819 9 25,420 11,323 0 217 15,600 20,039 

E.M. 459 0 7,837 4 11,814 0,5514 0 113 6,756 8,917 

Nota: VAR01: total de amigos do estudante; VAR02: total de amigos do estudante que também são estudantes; VAR03: total 

de colegas diferentes para quem o estudante enviou mensagens; VAR04: total de mensagens enviadas pelo estudante; VAR05: 
quantidade de mensagens enviadas pelo estudante para outros estudantes; VAR06: total de mensagens enviadas pelo 
estudante para professores; VAR07: total de exercícios realizados pelo estudante; VAR08: total de pedidos de ajuda feitos pelo 
estudante; VAR09: total de comentários realizados pelo estudante; VAR10: total de respostas às postagens recebidas pelo 
estudante; VAR11: turno do dia em que o estudante fez mais comentários; E.F. - Ensino Fundamental; E.M. - Ensino Médio; N - 
número de estudantes observados; Φ - Quantidade de valores vazios; μ - Média; Me - Mediana; σ - Desvio padrão; Min. - 
Mínimo; Max. - Máximo; SE - erro padrão médio. 
Fonte: Autores (2023). 

COMPARAÇÕES PRÉVIAS DOS CLASSIFICADORES 

No experimento, foram usados quatro algoritmos básicos para a formação 
de comitês. No KNN, o número k dos vizinhos mais próximos foi vaiado 
n_neighbors: {3, 5, 7, 9, 11, 13}, e por padrão, permitiu que a própria função 
decidisse o melhor algoritmo a ser usado para calcular os vizinhos mais próximos 
com base nos valores passados. Para SVM, os parâmetros de regularização foram 
variados C: {1, 10, 100 e 1000}, o tipo de kernel: {“linear”, “poly”, “rbf”, 
“sigmoid”}, para o kernel: "rbf" a ser usado no algoritmo, foram adotados os 
coeficientes gamma: [0.001, 0.0001]. No DT, os parâmetros do critério variaram 
criterion: {“gini”, “entropy”, “log_loss”}, a profundidade máxima da árvore 
max_depth: [2, 3, 5, 7, 10], o número mínimo de amostras necessário para dividir 
um nó interno min_samples_split: [2, 3, 4, 5, 10, 15], e o número mínimo de 
amostras necessário para estar em um nó folha min_samples_leaf: [2, 5, 10, 15, 
20]. Já para ANN, a função de ativação da camada oculta foi variada activation: 
['identity', 'logistic', 'tanh', 'relu'], além da força do termo de regularização L2 
alpha: [0.0001, 0.001, 0.01, 0.1, 1.0], e a tolerância para otimização tol: [0.001, 
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0.01, 0.1]. As melhores configurações de parâmetros foram utilizadas nos 
comitês, conforme a seção a seguir. 

COMPARAÇÕES DOS COMITÊS DE CLASSIFICADORES 

Os melhores ajustes de classificadores foram aplicados a cada um dos 
comitês correspondentes. Isso permitiu avaliar o comportamento dos modelos 
após a aplicação dos métodos Bagging (que utilizou: KNN, SVM, DT e ANN), 
Boosting (que utilizou: SVM e DT), Stacking (que utilizou: KNN, SVM, DT e ANN) e 
Voting (que utilizou: KNN, SVM, DT e ANN) na base de dados das interações. Ao 
avaliar os resultados dos modelos, foram utilizadas quatro métricas de 
desempenho: accuracy, precision, recall, f1-score (ou seja: acurácia, precisão, 
revocação e F-medida), calculadas com base nas equações da Tabela 2. Accuracy 
é dada pela proporção de previsões corretas em relação a todos os casos 
avaliados pelo modelo. Precision representa a proporção de verdadeiros positivos 
em relação a todos os resultados positivos previstos pelo modelo de classificação. 
Recall evidencia a proporção de verdadeiros positivos em relação a todos os 
casos positivos reais na base de dados. Já f1-score é a média harmônica entre a 
precision e recall combinada para avaliar o desempenho do modelo de 
classificação. 

 
Tabela 2 - Métricas para análise de desempenho dos modelos de classificação 

Métricas Equações para cálculo das métricas 
Accuracy (Acc) Acc = (VP + VN) / (VP + VN + FP + FN) 

Precision (Pre) Pre = VP / (VP + FP) 

Recall (Rec) Rec = VP / (VP + FN) 

F1-score f1-score = 2 ⋅ (Pre ⋅ Rec) / (Pre + Rec) 

Nota: VP, verdadeiros positivos; VN, verdadeiros negativos; FP, falsos positivos; FN, falsos 
negativos. 
Fonte: Autores (2023). 
 

Não foi adotada somente a acurácia, pois embora seja uma métrica 
importante, ela pode ser enganosa em algumas situações, especialmente quando 
as classes estão desbalanceadas. No contexto real, há tendência de existirem 
níveis de interação muito altos e outros muito baixos. Por exemplo, os 
estudantes que M. I.: E.F. = 42 (8,3%) e E.M. = 31 (6,7%); I. E.: E.F. = 164 (32,5%) e 
E.M. = 234 (50,9%); I. R.: E.F. = 298 (59,1%) e E.M. = 194 (42,3%). Ou seja, uma 
abordagem que preveja os estudantes que interagem esporadicamente e 
interagem raramente teria melhor precisão, porém não seria adequado para 
prever os estudantes que mais interagem. Nesse caso, precision e recall são 
apropriados para avaliar os modelos, ao fornecerem informações sobre como o 
modelo está se comportando na detecção dos exemplos positivos. Os resultados 
destas análises são apresentados a seguir. 

RESULTADOS E DISCUSSÃO 

Esta seção apresenta os resultados da avaliação dos classificadores. A partir 
das métricas analisadas é possível depreender os modelos com melhor 
desempenho. 
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RESULTADOS DAS AVALIAÇÕES PRÉVIAS 

A comparação preliminar dos classificadores básicos foi crucial na formação 
de comitês, ao permitir identificar quais configurações dos algoritmos 
apresentam melhor desempenho no conjunto de dados. Os algoritmos KNN, 
SVM, DT e ANN foram avaliados previamente e, então, selecionadas as 
configurações adequadas a serem utilizadas pelos ensembles de classificadores. 
Na Tabela 3 são listadas as variações dos algoritmos que nos permitiram verificar 
as configurações de parâmetros dos algoritmos mais adequados para 
classificação dos dados das interações dos estudantes. 

 
Tabela 3 - Melhores ajustes de parâmetros para os algoritmos de classificação 

Algoritmos Biblioteca Melhores configurações de parâmetros 

KNN KNeighborsClassifier KNeighborsClassifier(n_neighbors=3) 

SVM SVC SVC(C=100, kernel='linear') 

DT DecisionTreeClassifier DecisionTreeClassifier(max_depth=5, min_samples_leaf=2, 
min_samples_split=4) 

ANN MLPClassifier MLPClassifier(activation='identity',hidden_layer_sizes=(2,), 
max_iter=500, solver='sgd', tol=0.001) 

Nota: K-Vizinho Mais Próximo (KNN); Máquina de Vetor e Suporte (SVM); Árvore de Decisão (DT) e 
Rede Neural Artificial (ANN). 
Fonte: Autores (2023). 
 

Os resultados das avaliações indicaram que o KNN com número k de vizinhos 
mais próximos n_neighbors = 3 obteve no teste uma acurácia média de 91%, uma 
precisão média de 93%, recall médio de 75% e f1-score médio de 79%. O SVM 
com os parâmetros de regularização C = 100 e o tipo de kernel = “linear”, 
apresentou no teste uma acurácia média de 92%, uma precisão média de 93%, 
recall médio de 91% e f1-score médio de 91%. Já a DT com critério criterion = 
“gini”, a profundidade máxima da árvore max_depth = 5, o número mínimo de 
amostras necessário para dividir um nó interno min_samples_split = 4, e o 
número mínimo de amostras necessário para estar em um nó folha 
min_samples_leaf = 2, obteve no teste uma acurácia média de 89%, uma precisão 
média de 89%, recall médio de 74% e f1-score médio de 78%. Por fim, a ANN, 
com a função de ativação da camada oculta activation = “identity”, a força do 
termo de regularização L2 alpha = 0.01, e a tolerância de otimização tol = 0.001, 
alcançou uma acurácia média de 84%, uma precisão média de 56%, recall médio 
de 61% e f1-score médio de 58%. Estes resultados indicam que o SVM apresentou 
o melhor desempenho geral, seguido pelo KNN, enquanto os algoritmos de DT e 
ANN apresentaram desempenhos intermediários. 

AVALIAÇÃO DAS COMBINAÇÕES DOS CLASSIFICADORES 

Ao utilizar os melhores ajustes de parâmetros dos algoritmos (KNN, SVM, DT 
e ANN) para formar os comitês de classificadores (Bagging, Boosting, Stacking e 
Voting), os resultados nos permitiram avaliar as estratégias que obtiveram 
maiores desempenhos. Entre os algoritmos individuais, o SVM apresentou um 
desempenho superior. O método Boosting apresentou melhor acurácia média de 
94% (Tabela 4). A proporção de previsões dos níveis de interação dos estudantes 
corretas em relação a todos os estudantes avaliados pelo modelo nos ensembles 
homogêneos (Bagging e Boosting), destacam-se em média de 1%, em relação aos 
ensembles heterogêneos (Stacking e Voting). 
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Tabela 4 - Resultados dos algoritmos e modelos ensembles a partir da acurácia 

Algoritmos Classificador Bagging Boosting Stacking Voting μa 

KNN 0,91 0,90 -- 0,92 0,89 0,91 

SVM 0,92 0,89 0,92 0,93 0,89 0,91 

DT 0,89 0,90 0,95 0,90 0,88 0,90 

ANN 0,84 0,82 -- 0,89 0,89 0,86 

μm 0,89 0,88 0,94 0,91 0,89 0,90 

Nota: μm - média dos modelos; μa - média dos algoritmos. 
Fonte: Autores (2023). 
 

A combinação dos algoritmos SVM e DT no método Boosting melhorou a 
acurácia do algoritmo de DT (Tabela 4), e a precisão de ambos os algoritmos 
(Tabela 5). Chegando a alcançar um aumento na proporção de previsões 
verdadeiras positivas das interações dos estudantes em relação a todos os 
resultados classificados como positivamente previstos pelo modelo em média de 
1% (Tabela 5). É possível perceber que houve uma mudança de comportamento 
da precisão em relação à acurácia, ou seja, a precisão média dos ensembles 
heterogêneos (Stacking e Voting) é maior em média de 2%, em relação aos 
ensembles homogêneos (Bagging e Boosting), apesar do método Boosting 
permanecer com a melhor precisão em média de 94%. 

 
Tabela 5 - Resultados dos algoritmos e modelos ensembles a partir das médias de precision 

Algoritmos Classificador Bagging Boosting Stacking Voting μa 

 μma μp μma μp μma μp μma μp μma μp  

KNN 0,93 0,91 0,93 0,91 -- -- 0,91 0,92 0,92 0,90 0,92 

SVM 0,93 0,92 0,90 0,89 0,94 0,93 0,92 0,93 0,92 0,90 0,92 

DT 0,89 0,89 0,89 0,90 0,95 0,95 0,89 0,90 0,92 0,89 0,91 

ANN 0,56 0,78 0,55 0,76 -- -- 0,90 0,90 0,92 0,90 0,78 

μm 0,85 0,84 0,94 0,91 0,91 0,89 

Nota: μma - média macro; μp - média ponderada; μm - média dos modelos; μa - média dos 
algoritmos. 
Fonte: Autores (2023). 
 

Por outro lado, a combinação dos algoritmos SVM e DT no método Boosting, 
piorou o recall médio macro do SVM em um decrescimento de 4% (Tabela 6). 

 
Tabela 6 - Resultados dos algoritmos e modelos ensembles a partir das médias de recall 

Algoritmos Classificador Bagging Boosting Stacking Voting μa 

 μma μp μma μp μma μp μma μp μma μp  

KNN 0,75 0,91 0,80 0,90 -- -- 0,87 0,92 0,80 0,89 0,86 

SVM 0,91 0,92 0,85 0,89 0,87 0,92 0,89 0,93 0,78 0,89 0,89 

DT 0,74 0,89 0,84 0,90 0,89 0,95 0,85 0,90 0,77 0,88 0,86 

ANN 0,61 0,84 0,59 0,82 -- -- 0,84 0,89 0,80 0,89 0,79 

μm 0,82 0,82 0,91 0,89 0,84 0,86 

Nota: μma - média macro; μp - média ponderada; μm - média dos modelos; μa - média dos 
algoritmos. 
Fonte: Autores (2023). 
 

Mesmo assim, manteve-se com o melhor recall para na previsão da 
proporção dos níveis de interação dos estudantes tidos como verdadeiros 
positivos em relação a todos os casos positivos reais das interações dos 
estudantes. Ao analisar o f1-score (Tabela 7), que combina a precisão e recall 
com valor que varia entre 0 (zero) e 1 (um), sendo que, um limiar mais próximo 
de 1 indica o modelo com melhor desempenho. 
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Tabela 6 - Resultados dos algoritmos e modelos ensembles a partir das médias de f1-score 

Algoritmos Classificador Bagging Boosting Stacking Voting μa 

 μma μp μma μp μma μp μma μp μma μp  

KNN 0,79 0,90 0,84 0,90 -- -- 0,89 0,92 0,84 0,89 0,87 

SVM 0,91 0,92 0,87 0,89 0,90 0,92 0,90 0,93 0,82 0,88 0,89 

DT 0,78 0,88 0,86 0,90 0,91 0,95 0,87 0,90 0,81 0,88 0,87 

ANN 0,58 0,80 0,57 0,79 -- -- 0,86 0,89 0,84 0,89 0,78 

μm 0,82 0,83 0,92 0,90 0,86 0,86 

Nota: μma - média macro; μp - média ponderada; μm - média dos modelos; μa - média dos 
algoritmos. 
Fonte: Autores (2023). 
 

É possível notar que o método Boosting permanece com o melhor 
desempenho, seguido do método Stacking que obteve também bom 
desempenho ao utilizar todos os algoritmos testados. Porém, percebe-se que os 
ensembles heterogêneos (Stacking e Voting) tiveram desempenho superior em 
média de 1% em comparação aos ensembles homogêneos (Bagging e Boosting). 
Além disso, é importante destacar que o SVM, apesar de se manter em destaque, 
tem perdas que variam em termos de f1-score em média macro de 1% até 9% de 
desempenho quando combinado nas diferentes estratégias de comitês. Estes 
resultados se mostram significativos a partir de um grau de significância 
estabelecido em 1% ou menos. A significância reforça a validade dos resultados e 
fornece uma base sólida para fundamentar futuras decisões e intervenções com 
base em um escopo maior de dados. A partir disto, aplicaram-se as melhores 
combinações dos classificadores (isto é, o comitê Boosting e os algoritmos SVM e 
DT), em uma estratégia de análise e visualização dos indicadores de interação. 

APLICAÇÃO DAS COMBINAÇÕES DOS CLASSIFICADORES EM UM CONTEXTO 
EDUCACIONAL DE APRENDIZAGEM 

Para apoiar tutores humanos na promoção do engajamento estudantil, 
expuseram-se, por meio de visualizações, as classificações dos níveis de interação 
dos estudantes, conforme apresentado na Figura 2. As visualizações encontram-
se associadas a funcionalidades que permite gerir grupos de estudantes por 
níveis de interação, visualizar grupos que mais, esporadicamente, ou raramente 
interagiam. Semelhante ao proposto por Pereira, Gomes, Primo (2023). Ao 
classificar as interações entre os estudantes e respectivas similaridades de 
interações, permite-se formar e recomendar pares de ajuda. Neste caso, aplicou-
se a classificação, para manter uma lista atualizada de estudantes por níveis de 
interação e visível aos tutores humanos. Ao visualizar as interações entre os 
estudantes, os tutores conseguem acompanhar os três perfis de estudantes 
(mais, esporadicamente e raramente interagem) a partir de períodos específicos 
conseguem entender com quem interagem e tomar iniciativas didático-
pedagógicas para minimizar situações de desengajamento, e consecutiva evasão 
e abandono dos cursos. O acompanhamento dos indicadores de engajamento, 
representado de forma visual, possibilita aos tutores entender que quanto mais 
um estudante interage, mais ele encontra-se a partir do filtro centralizados ou 
vice-versa. Além disto, os pares de ajuda resultam da representação das 
classificações e permitem que os tutores formem grupos, de modo que, os 
estudantes com baixos níveis de interação possam melhorar seus indicadores de 
engajamento ao receber ajuda de estudantes que esporadicamente ou mais 
interagem. 
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Figura 2 - Captura de tela do perfil de um tutor - Tela de visualização da classificação dos níveis de 

interações de estudantes do aprendizado mediado on-line 

 
Fonte: Autores (2023). 

 

Na aplicação desenvolvida (conforme Figura 2), foi possível identificar e 
apresentar os padrões de interação dos estudantes a partir das informações 
coletadas e analisadas pelos classificadores, quanto à quantidade de contatos e 
amigos, mensagens, pedidos de ajuda, comentários, exercícios realizados no 
ambiente virtual de aprendizagem. Tal forma de visualizar os padrões pode 
permitir intervenções como alerta e recomendações didático-pedagógicas para 
apoiar decisões de tutoria personalizadas a grupos de estudantes, por exemplo, 
com baixos níveis de engajamento. 

CONSIDERAÇÕES FINAIS 

Neste estudo, foram analisados diferentes algoritmos de AM para identificar 
a abordagem mais eficaz na classificação de indicadores de engajamento dos 
estudantes no aprendizado on-line. Utilizando um conjunto de dados de 
estudantes com atividades mediadas on-line, foram avaliados os parâmetros dos 
algoritmos KNN, SVM, DT e ANN, bem como as combinações de ensembles 
heterogêneos (Stacking e Voting) e homogêneos (Bagging e Boosting) mais 
adequados para prever o nível de interação dos estudantes (mais interagem, 
interagem esporádica ou raramente). Os resultados mostraram em algumas 
métricas melhor desempenho dos heterogêneos em comparação aos 
homogêneos, porém no geral o método Boosting com os algoritmos SVM e DT 
apresentou desempenho superior em todas as métricas analisadas, superando os 
demais desempenhos dos algoritmos. Esses resultados sugerem que a 
combinação de diferentes estratégias de AM pode permitir uma melhora na 
classificação dos níveis de interações dos estudantes, tidas como indicador do 
engajamento no aprendizado on-line. 

A utilização dos ensembles de classificadores tem o potencial apoiar tutores 
humanos para melhorar as interações humano-humano (no caso, os sistemas 
permitem mitigar os indicadores e os humanos se concentram em interações 
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interpessoais a partir dos padrões de interação descobertos). Ou seja, uma 
experiência proativa e combinada a partir da classificação dos padrões de 
interação que podem moldar a dinâmica das relações interpessoais entre tutores 
humanos e estudantes. Osawa (2023) explorou as tendências emergentes na 
interação humano-agente e delineou direções futuras da pesquisa sobre 
humanos e agentes artificiais, por exemplo, com robôs sociais. Identificou que 
interações socializadas e mediadas por artefatos substancialmente digitais são 
utilizadas para alcançar objetivos específicos diante de interesses pessoais. Neste 
sentido, promover ambientes interativos capazes de adaptar-se a novas 
demandas e personalizar o envolvimento dos usuários a partir de padrões 
individuais de interações e indicadores, principalmente no contexto educacional, 
podem potencializar o envolvimento e o engajamento dos estudantes no 
processo de ensino-aprendizagem.   

LIMITAÇÕES 

Não foram exploradas exaustivamente as diferentes abordagens de AM. 
Além disto, fatores como usabilidade da plataforma e coleta de dados eventuais 
da atuação humana não foram explorados neste estudo. A compreensão do 
papel dos tutores humanos e a percepção destes sobre o apoio proporcionado 
pelo sistema, quanto ao incentivo às interações e a consequente promoção do 
engajamento dos estudantes no processo de ensino-aprendizagem on-line, é algo 
que pode ser mais explorado. Estas limitações podem ser supridas em estudos 
futuros ao envolver diferentes contextos de uso da plataforma social de 
aprendizagem em diferentes modalidades de ensino-aprendizado. 

ESTUDOS FUTUROS 

Com base nas conclusões e limitações, as possibilidades futuras desta 
pesquisa incluem realizar estudos no contexto dos participantes e diversificar as 
amostras para verificar a generalização dos resultados encontrados. Podem ser 
exploradas outras técnicas de AM e outras métricas de avaliação de desempenho 
para melhorar a precisão na classificação de interações dos estudantes no 
aprendizado on-line. As abordagens utilizadas para concepção das estratégias de 
apoio a atuação de tutores humanos cabe futuros testes de efetividade da 
aplicação na classificação e prevenção de baixos indicadores de engajamento dos 
estudantes. Além disto, a possibilidade de identificar quais as efetivas 
contribuições para o processo de ensino-aprendizagem em longo prazo. 

 

Conformidade com os padrões éticos: não há potenciais conflitos de interesse nesse estudo. 
Confirmamos seguir preceitos morais e éticos e cumprir com a Lei n.º 13.709/2018 vigente sobre 
proteção de dados. A utilização dos dados ocorreu de forma devidamente concedida por termos 
fornecidos pela instituição e envolvidos. 
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Classification of Interactions with Indicators 
of Student Engagement in E-Learning 

ABSTRACT 

  This study addresses the difficulty of analysing student engagement indicators in online 
teaching and learning activities. We analysed the performance of different Machine 
Learning (ML) algorithms, combined with heterogeneous and homogeneous ensemble 
classifier strategies, in order to identify the most effective approaches in predicting 
student interaction levels. The results indicate that the Boosting ensemble algorithms with 
Support Vector Machine (SVM) and Decision Tree (DT) performed better, suggesting that 
this ML strategy can help identify indicators of engagement in e-learning activities. In this 
sense, the combinations of classifiers were applied for analysis and presentation of 
interaction indicators to support human tutors in promoting student engagement. 
 
KEYWORDS: Machine Learning. Ensemble of Classifiers. Engagement Indicators. 
Interaction. 
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NOTAS 

1 Framework experimental linguagem Python no Google Colab. Disponível em: 
https://github.com/AluisioPereira/artigo_ensemble 

2 Biblioteca scikit-learn adotada. Disponível em: https://scikit-learn.org/stable/ 

3 Biblioteca LabelEncoder adotada.  Disponível em: https://scikit-
learn.org/stable/modules/generated/sklearn.preprocessing.LabelEncoder.html  

4 Biblioteca para com a função k-fold adotada. Disponível em: https://scikit-
learn.org/stable/modules/generated/sklearn.model_selection.KFold.html  
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