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Mineracao de textos na resolucao de
ambiguidades lexicais da Lingua Portuguesa

RESUMO

Nos ultimos tempos, a quantidade de textos que circula pela internet cresce a taxas
surpreendentes, atingindo valores da ordem dos petabytes. As midias sociais, portais de
noticias e a propria literatura contribuem fortemente para este crescimento. Diante deste
cenario, e tendo em vista que grande parte dos textos produzidos encontra-se armazenado
em midias eletrénicas, torna-se muito desejavel transforma-los em conhecimento tangivel e
aplicavel. Este artigo discute o fendmeno da ambiguidade lexical, problema recorrente no
campo do Processamento de Linguagem Natural, apresentando alguns resultados obtidos ao
aplicar técnicas de descoberta de Conhecimento em Bases de Dados e Aprendizagem de
Maquina no tratamento do problema.

PALAVRAS-CHAVE: mineracdo de dados, processamento de linguagem natural, inteligéncia
artificial.
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INTRODUCAO

A quantidade de informagdo circulando no mundo cresce de um modo
surpreendente. Estima-se que este volume dobra a cada 20 meses (Frawley et.
al., 1992). Nossa capacidade para absorver e lidar com tanta informa¢do vem nos
exigindo, quer como pessoas, quer como instituicdes, muitos investimentos,
notadamente em relagdo a sua captura e armazenamento (Chen et. al., 1996).
Apenas para se ter uma ideia, em 2009, somente a rede social Twitter, com
aproximadamente 41 milhdes de usudrios, registrava mais de 106 milhdes de
"tweets" — publicacdes de até 140 caracteres (Kwak et. al., 2010). O Wikipedia,
portal de conhecimento colaborativo, possui hoje em suas bases de acesso mais
de 5 milhdes de artigos sobre os mais diversos temas e mais de 70.000 criadores
de conteldo (Wikipedia, 2016).

Armazenar, gerenciar e permitir a manipulacdo de grandes bases de dados,
assegurando aos sistemas consisténcia, confiabilidade e rapidez, tém sido um dos
grandes desafios para os especialistas da area de processamento automatico da
informacdo. Diversos trabalhos relacionados, ndo apenas ao Armazenamento e a
Descoberta de Conhecimento em Bases de Dados (Larose et. al., 2014; Feldman
et. al., 1995), mas, também voltados para Aprendizagem de Maquina (Mitchell,
1997; Witten et. al., 1999), vém sendo desenvolvidos tanto por pesquisadores,
qguanto por profissionais da Ciéncia da Computacao.

Neste artigo, sdo apresentados alguns resultados, ainda parciais, obtidos
com pesquisas que estamos desenvolvendo no dmbito do Processamento da
Linguagem Natural (PLN), mais diretamente relacionadas a analises e tratamento
automatico de ocorréncias de palavras ambiguas encontradas em textos. Os
mddulos implementados vém sendo usados por nossa equipe de trabalho como
base de sustentagdo para a especificagdo, modelagem e implementag¢dao de um
diciondrio eletrénico em desenvolvimento.

Para tanto, o artigo assim se estrutura: Na Sec¢do 1, sdo discutidos os
aspectos tedricos tomados como base para a presente execugao, assumindo-se
como focos de debate o Processo de Descoberta de Conhecimento em Bases de
Dados e a Mineracdo de Dados (KDD e MD) respectivamente, bem como
Aprendizagem de Madaquina (AM). Na Secdo 2, aborda-se o problema da
Ambiguidade Lexical, os dados envolvidos nos experimentos e a preparagao dos
dados para o processamento. Na Secdo 3, passa-se a apresentacdo dos
resultados, incluindo-se no debate analises correspondentes as estimativas de
erro aferidas. Por fim (Secdo 4), um modelo de classificacdo das sentengas com
base nos sentidos assumidos pelas palavras ambiguas processadas é mostrado.

METODOS

Define-se a Descoberta de Conhecimento em Bases de Dados ou Textos
(Knowledge Discovery in Textual Databases — KDT) como sendo um processo nao
trivial, iterativo, interativo, composto por multiplos estagios de processamento
que vao desde a preparac¢do dos dados a interpretacdo e validacdo dos resultados
obtidos, passando pela extracdo de informacgdes relevantes contidas nas bases
analisadas, sendo esta, se ndo a mais importante etapa de todo o
processamento, certamente a mais explorada pelos especialistas (Frawley et. al.,
1992; Fayyad et. al., 1996). Etapa em que os dados sdo submetidos a algoritmos
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de busca e identificacdo de padrdes vélidos, novos, potencialmente Uteis e
compreensiveis (Fayyad et. al., 1996), em via de regra, é nela que se concentra
grande parte do processamento voltado para a descoberta de conhecimento.
Combinada com técnicas de Aprendizagem de Maquina, a extragdo, ou
Mineracao de Dados, é capaz de promover a predicdo de dados futuros com base
nos padrdes encontrados (Witten et. al., 2011).

Embora seja a etapa central de todo o processo, a mineracao deve ocorrer
apos a selecdo, preparacdo e transformacdo, demais fases que o compdem.
Partindo destes pressupostos, a ferramenta eleita para objeto de estudo deste
artigo foi a Waikato Environment for Knowledge Analysis (WEKA) (Hall et. al,,
2009), uma suite contendo diferentes plataformas de trabalho para KDD,
permitindo aos pesquisadores acesso facil as diferentes técnicas de seu estado-
da-arte. Dentre as utilidades da ferramenta, cita-se pré-processamento de dados,
através de filtros e selecdo de atributos, clustering, um método de aprendizado
nao-supervisionado, visualizacdo grafica de dados, e, por fim, a mineracgdo
propriamente dita, através de algoritmos de classificacao, regressao e associagao.
Este compilado de utilidades faz do WEKA uma referéncia para experimentos na
area, de modo em que diferentes conjuntos de dados e algoritmos de mineracdo
podem ser facilmente avaliados de forma flexivel. Além disso, através de um
conjunto de rotinas em Java, a ferramenta permite acesso a sua interface através
de uma Application Programming Interface (API), de modo que é possivel incluir,
de forma simples, chamadas aos seus métodos em qualquer sistema, sem ter de
reimplementd-los um a um.

O problema da ambiguidade lexical face o processamento automatico de textos

Linguas naturais sdo estruturadas em multiplos niveis de forma simultanea.
Isso inclui os niveis sintatico, fonoldgico, morfoldgico, discursivo e léxico. Em
qualquer ponto de determinada sentenga, a informagdo expressa pode ser
ambigua em um ou mais destes niveis (MacDonald et. al., 1994). A ambiguidade
no nivel lexical ocorre quando determinada palavra na sentenga pode assumir
mais de um significado. Exemplos de palavras ambiguas no nivel lIéxico sdo banco,
que pode assumir sentidos de entidade financeira e assento, brilhante, que pode
assumir sentidos de notavel e cintilante, e processo, que pode assumir sentidos
de acdo judicial ou procedimento. Este fenOmeno representa um empecilho em
diferentes areas do Processamento de Linguagem Natural (PLN), ao passo em que
o sistema computacional deve contornar todo tipo de ambiguidade.

Dado que a ambiguidade lexical é um problema para a linguistica
computacional, resulta que diferentes métodos de resolvé-la vém sendo
propostos pela academia, entretanto, a proposta deste trabalho se difere ao
passo em que sugere o uso de técnicas de KDD em corpora, ou seja, bases
textuais, a fim de aprender com estas bases a solucionar, parcial ou totalmente o
problema. Parte-se do pressuposto de que um grande numero de dados possui
informacdo implicita suficiente para resolver estas e outras ambiguidades no
ambito de PLN.

Os dados selecionados para andlise e experimento sdo frases variadas da
lingua portuguesa, contendo em si diferentes palavras ambiguas, organizadas em
arquivos de acordo com a palavra estudada. Ao analisar-se cada um destes
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arquivos (Figura 1), notaram-se alguns elementos que influenciavam, de alguma
maneira, no sentido da palavra ambigua. Estes elementos foram escolhidos como
atributos e formam o contexto semantico da palavra.

Figura 1 — Exemplo de dados para “brilhante”

101. Eu me escondo no abismo dessas iris tao brilhantes <cintiantes-

102. A estrela maior, a mais brilhante <intiante >, @ Mais piscante.

103. Necessaria porque era um sonho itinerante aquela arvore colorida
e brllhal'lte <gintilante, =>-

Fonte: Autoria Prépria (2016).

Na analise, também se incluiram, de forma manual, os significados de cada
palavra, de tal maneira que posteriormente estes também representem um
atributo, porém, este o atributo classe, ou seja, o atributo a ser predito apds o
aprendizado. Nota-se neste exemplo que o contexto semantico de “brilhante”
para o sentido de “cintilante” é determinado pela existéncia de palavras como
“iris”, “estrela” e “arvore”. Sabe-se, porém, que outras palavras podem
determinar estes e outros contextos quando co-ocorrendo com brilhante, como
astros, estrelas e joias. Ao total, foram selecionados em torno de 90 atributos.
Para outras palavras, o procedimento ocorreu de maneira analoga.

Ao finalizar a andlise manual dos dados, a etapa seguinte é a transformacao
para o arquivo do tipo Attribute-Relation (ARFF), utilizado pelo WEKA.
Basicamente, neste arquivo separam-se as variaveis (atributos) e os dados em
funcdo destas. Todos os atributos, exceto o atributo classe, foram definidos como
tipo légico (booleano), representando a existéncia ou ndo de cada palavra em
cada sentencga. As sentengas, por sua vez, foram representadas como conjuntos
de “verdadeiro e falso” para cada atributo, finalizando com o atributo classe
(Figura 2).

Apesar de ser uma etapa bastante intuitiva, deve-se tomar cuidado com a
selecdo de atributos. E esta fase que deve demandar maior tempo e atencio,
pois trata-se da representacdo dos dados experimentais. Segundo Lee (2005), os
atributos devem auxiliar na precisdao e simplicidade do classificador. Além disso,
atributos desnecessérios e/ou redundantes afetam de maneira crucial a acurdcia
do modelo. Ainda segundo a autora, considera-se que atributos sdo redundantes
entre si, parcial ou completamente, quando seus valores estdo correlacionados.
Portanto, a fim de eliminar redundancia entre os atributos, eliminou-se do
conjunto relagdes como "reunidao" e "reunides", "ladrao" e "ladraozinho", etc.
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Para tanto estes atributos foram lematizados, ou seja, substituidos pelo seu
radical em comum, sem tempo verbal, plural ou género.

Com estes dados devidamente pré-processados e transformados, pode-se
seguir para a fase de Mineracdo de Dados, onde, na ferramenta WEKA, estes
serdo submetidos a algoritmos de Aprendizado de Maquina e seus padrdes
explorados.

Figura 2 — Exemplo de arquivo tipo ARFF. Atributos sdo definidos com o prefixo
@ATTRIBUTE e os dados em funcdo destes sdo definidos abaixo de @DATA

ERELATION sentido.symbolia

@ATTRIBUTE estrela {1,087}
GATTRIBUTE lua {1,8}
@ATTRIBUTE sol {1,6}
@ATTRIBUTE planeta {1,87}
@ATTRIBUTE cometa {1,8}
@ATTRIBUTE pedra {1,8}
@ATTRIBUTE joia {1,8}
@ATTRIBUTE ane {1,0}
@ATTRIBUTE aliangca {1,8}
[...]
@ATTRIBUTE -inteligéncia {1,8}
@ATTRIBUTE sabedoria {1,8}
@ATTRIBUTE educagdo {1,8}
@ATTRIBUTE encontro {1,8}
@ATTRIBUTE reunido {1,087}
@ATTRIBUTE resultado {1,8}
[...]
@ATTRIBUTE anjo {1,8}
@ATTRIBUTE santo {1,8}
@ATTRIBUTE espirito {1,8}
@ATTRIBUTE universo {1,8}
GATTRIBUTE céu {1,0}
@ATTRIBUTE natal {1,6]}
@ATTRIBUTE ano_nove {1,8}
@ATTRIBUTE péscoa {1,8}
@ATTRIBUTE aniversario {1,8}
@ATTRIBUTE casamento {1,8}
@ATTRIBUTE bati {1,8}
@ATTRIBUTE final {cintilante, notdvel, talentoso, promissor, pedra, nome, esplendoroso, fH

DA

i

jar

A

}0} @} @} @} 0} @} @} @} @}
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Fonte: Acervo proprio, 2016.

RESULTADOS E DISCUSSAO

Nesta secdo serdo discutidos os resultados de dois algoritmos utilizados no
processo de Minera¢do. Ambos encontram-se disponiveis para uso na ferramenta
WEKA. S3o eles o J48, que é uma adaptacdo para Java do algoritmo de Quinlan
"C4.5" (Quinlan, 1993) para arvores de decisdo e o algoritmo SMO, que
implementa uma adaptacdo do algoritmo de otimizacdo sequencial minima de
John Platt's (Platt, 1998). Além disso, as estimativas de erro sdo baseadas na raiz
guadrada da média dos quadrados dos erros unitdrios, ou Root Mean Squared
Error (RMSE), medida amplamente difundida na literatura referente a MD. Sua
formula é como:

J (P1-a) -+ Pn—an)’ (01)

n
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Onde p; a p, sdo os valores preditos e a; a a, os valores verdadeiros
correspondentes.

O ambiente de validacdao adotado foi Cross-validation com 10 dobras. Este
método consiste em decidir um numero fixo de "folds" (divisdes ou dobras entre
os dados) e entdo, a cada turno, uma divisdo é utilizada para validar e as demais
para treinar. Isso se repete até que todas as instancias do conjunto tenham sido
utilizadas ao menos uma vez para validar. Testes extensivos em conjuntos de
treinamentos numerosos e em diferentes técnicas de Aprendizado de Mdaquina ja
mostraram que 10 é o numero ideal de dobras para se determinar a estimativa
de erro mais acurada (Witten et. al., 2011). A maquina utilizada no experimento
foi uma Intel Core i3-2100 de 3.10 Ghz, 6 GB de memdria RAM e Sistema
Operacional Linux Ubuntu 15.10 64bits.

SMO: O algoritmo SMO ¢é encontrado no WEKA sob a categoria "funcdes".
Encontramos, neste grupo, classificadores que podem ser vistos de uma forma
direta como equagdes matematicas. Os resultados obtidos com este algoritmo
sdo bastante otimistas, todavia seu custo computacional e taxa de erro se
sobressai ao seu concorrente neste experimento. O resultado é descrito na
Tabela 1.

Tabela 1 - Resultados obtidos com SMO

Conjunto = Acerto Erro RMSE Tempo
(%) (%) (s)
Banco 94,06 5,94 0,3118 0,17
Brilhante 65,66 34,34 0,3039 =0.1

Fonte: Autoria Prépria (2016).

J48: O algoritmo J48 é uma reimplementacdo do C4.5, algoritmo ja
consagrado na area de MD. Este utiliza de Arvores de Decisdo para construir um
modelo de predicdo, selecionando um atributo para encabecar o topo (raiz), e
entdo dividindo este né para cada valor possivel a partir dele, criando novos
ramos com novos nds, e a partir destes nds, novas divisdes de forma recursiva,
no processo de "dividir e conquistar". O resultado é descrito na Tabela 2.

Tabela 2 - Resultados obtidos com J48

Conjunto = Acerto Erro RMSE Tempo
(%) (%) (s)
Banco 94,52 5,48 0,1317 0,05
Brilhante 61,62 38,38 0,2556 =0.0

pagina | 132 Fonte: Autoria Prépria (2016).
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Conclusdes: Embora o algoritmo SMO tenha se mostrado um concorrente a
altura, a eficiéncia e baixo custo computacional do algoritmo J48 fazem deste a
escolha favorita ao se tratar do conjunto de dados em questdo. Como estamos
tratando de dados binarios, ou seja, existéncia ou ndo existéncia de atributos em
cada sentenca, uma arvore de decisdo mostra-se a escolha mais adequada de
modo que pode-se, partindo de sua raiz, seguir caminhos bem definidos até
chegar em alguma folha. Veja na Figura 3 uma analise grafica dessa situacao.

Figura 3 — Arvore de Decisdo reduzida para “banco”

=

=0

0 orgao =7
dados __

o !
<7 banco de dados

areia

Fonte: Acervo proprio, 2016.

Aplicacao Pratica do Modelo Extraido

Embora muitas das vezes a intengao do pesquisador com o processo de KDD
seja mera extragdo visual e estatistica para andlise humana, o problema que se
discute aqui exige um aprofundamento computacional a mais. Os modelos e
padrées aqui extraidos ndo demonstram grande descoberta além do que ja era
intuitivo: determinadas palavras influenciam no sentido de outras. A questdo que
aqui se quer chegar é ensinar isso ao computador através do Aprendizado de
Maquina e utilizar tal conhecimento em aplica¢des reais do dmbito da Linguistica
Computacional, seja para Traducdo Automatica, Interacdo Humano-Computador
ou outras tantas aplicacGes citdveis neste campo. Todavia, para esta analise,
deve-se empregar o modelo extraido em um sistema computacional
desenvolvido sob demanda para este problema.

O sistema aqui citado é um programa desambiguador, util, por exemplo,
para semiautomatizacdo do processo de anotacdo da Secdo 2, ou para emprego
em um sistema maior que o adote como mddulo. O sistema foi desenvolvido em
Java, empregando a APl do WEKA de maneira a chamar o J48 e outros métodos
sem ter de reescrevé-los.

A classificagdo em uma interface como esta ocorre da seguinte maneira:
Primeiramente, inclui-se a biblioteca referente ao WEKA através de um arquivo
no diretério do projeto. Em seguida, faz-se um chamamento do arquivo ARFF, o
mesmo utilizado nos experimentos com a ferramenta, ja através de um método
da mesma. Executa-se um classificador J48, também pela API, carregando o
modelo na memodria e entdo |é-se a entrada e classifica-a conforme este modelo.
Este formato pode ser melhor visualizado no diagrama da Figura 4.
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Ao somar o poder de classificacdo do WEKA a métodos Java para
manipulacdo de arquivos, strings e outros elementos, pode-se formar uma
ferramenta verdadeiramente util a diferentes problemas da era da informacgdo. O
programa por nés desenvolvido envolve estas utilidades, além de uma interface
grafica que possibilita a qualquer interessado efetuar testes e validacdes no
modelo estabelecido.

7

Todavia, este programa é apenas um modelo, que pode e deve ser
aprimorado e adaptado a diferentes realidades. Sua implementacdao em cdodigo
aberto esta disponivel através do endereco
<https://github.com/luizguilhermefr/porlibras>.

Mostra-se, com isso, que o processo de Descoberta de Conhecimento em
Bases de Dados é util também para o processamento de linguas naturais, tendo o
pesquisador de ter a afinidade necessaria com o problema e o conhecimento dos
dados que se tem em maos.
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Figura 4 — Fluxograma do nucleo de classificagdo implementado

*

Definir o atributo
classe como o Gltimo

atributo.
Leitura do conjunto/

de treinamento

Inicializar um objeto
classificador J48 a
partir dos dados lidos

Leitura da lista de
atributos (palavras
fortes)

Leitura do texto de
entrada (a ser
classificado)

I Construir modelo de

classificagdo do J48

Inicializar uma nova
instéancia para
classificagéao

Sim i=0
_Classifica
instancia com ]
base nos Variavel res recebe o
atributos indice da primeira
assinalados — occorréncia do

atributo n® i no
texto de entrada*

Retorna
resultado Atributo n®i é
Nao| assinalado como
FALSE
Sim
4
Atributo n® i é
assinalado como
TRUE i=i+

*Isso é feito através do método int String::index0f(String str), que retorna
o indice em que a cadeia passada como argumento aparece pela primeira vez no
objeto String como subcadeia. Caso a cadeia ndo ocorra no objeto, retorna -1.

Fonte: Autoria Prépria (2016).
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Text mining in the Portuguese lexical
ambiguity resolution

ABSTRACT

In the last years, the amount of texts circulating the internet has growth dramatically,
reaching the order of petabytes. The social media, news portals and even the literature
contribute strongly for this increase. In front of this scenario, and having in mind that the
majority of the produced texts are stored in electronic media, becomes very desirable to
transform it in applicable and tangible knowledge. Thus, this paper discusses the lexical
ambiguity phenomenon, recurrent problem in the Natural Language Processing Field,
presenting some results obtained by applying Knowledge Discovery in Databases and
Machine Learning techniques in the problem treatment.

KEYWORDS: data mining, natural language processing, artificial intelligence.
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NOTAS

1 IMAGEPARSING. Disponivel em:
http://www.imageparsing.com/Dataset Album/. Acesso em: 30/07/2015.
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